
第 38 卷　 第 4 期
2021 年 12 月　 　

河 北 工 程 大 学 学 报 (自 然 科 学 版)
Journal

 

of
 

Hebei
 

University
 

of
 

Engineering
 

(Natural
 

Science
 

Edition)
Vol. 38　 No. 4
　 Dec. 2021

收稿日期:2021-09-26
基金项目:上海市市级科技重大专项(2017SHZDZX02)
作者简介:张振威(1997-),男,河南新乡人,硕士研究生,研究方向为智慧岩土工程。
∗通讯作者:赵程(1982-),男,内蒙古呼和浩特人,博士,教授,从事岩土材料损伤演化宏细观机理研究等。

文章编号:1673-9469(2021)04-0053-07 DOI:10. 3969 / j. issn. 1673-9469. 2021. 04. 008

基于灰色长短时记忆网络融合模型的隧道沉降预测
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摘要: 地下建筑工程中,对地下结构的变形监测无法有效预防灾害发生,因此需要开展变形预测

的研究。 传统预测方法多属于静态预测,无法实现随沉降发展的动态调整,且评价指标单一。 结

合灰色模型 GM(2,1)与长短时记忆神经网络(LSTM)两种动态预测模型,基于快速非支配遗传算

法构建了同时考虑两种评价指标的组合模型,依据某工程长期监测数据对隧道沉降进行预测。
结果显示:长短时记忆神经网络模型与灰色模型在精度上优于其他模型,能够准确预估沉降发

展,其中长短时记忆神经网络优势更明显;使用快速非支配多目标优化遗传算法进行组合模型的

权值分配可以较快得到两种评价指标下的最优定权方案,结合每种模型的优势,得到较精确的预

测效果。
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Abstract: The
 

deformation
 

monitoring
 

of
 

underground
 

structures
 

is
 

no
 

longer
 

sufficient
 

to
 

prevent
 

disas-
ters.

 

Therefore,
 

the
 

prediction
 

of
 

underground
 

structure
 

deformation
 

is
 

necessary.
 

In
 

the
 

study,
 

two
 

dy-
namic

 

prediction
 

models
 

of
 

GM(2,1)
 

and
 

LSTM
 

are
 

combined
 

to
 

predict
 

the
 

tunnel
 

settlement
 

under
 

arti-
ficial

 

mountain,
 

which
 

used
 

the
 

NSGA-Ⅱ
 

algorithm
 

considering
 

two
 

evaluation
 

indicators
 

to
 

achieve
 

better
 

prediction
 

results,
 

based
 

on
 

the
 

long-term
 

monitoring
 

data
 

of
 

a
 

tunnel
 

project.
 

The
 

results
 

show
 

that
 

LSTM
 

can
 

ensure
 

higher
 

prediction
 

accuracy
 

and
 

can
 

better
 

simulate
 

the
 

development
 

trend
 

of
 

settlement,
 

mean-
while

 

the
 

gray
 

model
 

is
 

difficult
 

to
 

simulate
 

more
 

local
 

settlement
 

changes.
 

The
 

combined
 

models
 

can
 

quickly
 

obtain
 

the
 

optimal
 

weighting
 

scheme
 

under
 

multiple
 

evaluation
 

indexes
 

with
 

the
 

NSGA-Ⅱ
 

algo-
rithm.

 

It
 

can
 

combine
 

the
 

advantages
 

of
 

each
 

model,
 

and
 

get
 

a
 

more
 

accurate
 

prediction
 

effect.
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　 　 随着我国经济高速发展,地下隧道越来越多

地出现在城市交通中,但由于城市复杂的地表地

下环境,隧道的变形受到许多因素影响,把握隧道

整体沉降值的变化趋势可以确保隧道施工安全及

正常运营,因此工程中对隧道沉降进行预测具有

重要意义[1] 。
沉降预测模型总体上可以分为三大类:静态

预测模型、动态预测模型及组合预测模型。 静态

预测模型有双曲线函数模型、修正双曲线法、Logis-
tic 模型、Weibull 模型等[2-3] 。 动态预测模型如灰
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色模型、神经网络算法等,其最大优点在于可以根

据沉降观测数据的变化趋势不断调整。 使用动态

模型可以使预测更加合理化,如刘勇健[4] 使用人

工神经网络预测公路地基沉降;王鑫等[5-7] 使用加

入记忆单元的 LSTM 神经网络在不同领域进行工

程应用,用以解决时间序列的梯度爆炸问题。 为

进一步发挥各预测模型的长处,提高预测精度,同
时弥补单一模型短板,可以构建组合预测模型,以
达到更精确的预测效果,如傅湘萍使用粒子群算

法优化 BP 网络预测地铁结构变形[8] ,赵楠结合

LSTM 与 SVM 对隧道围岩位移进行预测[9] ,舒涛

将灰色模型与 LSTM 组合对旋转机械轴承寿命进

行预测[10] 。 目前对隧道沉降的预测以静态预测为

主,精度存在较大提升空间。 本文将结合灰色模

型 GM(2,1)与长短时记忆神经网络( Long
 

Short-
Term

 

Memory,简称 LSTM),依据某隧道工程长期

监测数据对隧道沉降进行预测。

1　 模型原理

1. 1　 LSTM 神经网络

LSTM 即长短时记忆神经网络,是一种时间递

归神经网络(Recurnent
 

Neural
 

Network 简称 RNN),
能有效解决长序列训练过程中的梯度消失和梯度

爆炸问题,特别适用于长时间序列的学习,在解决

长序依赖问题时具有较高效率与普适性,为问题

解决带来更多可能性[11-12] 。 区别于常规 RNN 算

法,LSTM 在算法中加入了记忆单元(cell)用于判断

信息有用与否。 模型训练中,可通过模型的训练损

失和测试损失大小判断模型的拟合情况。

1. 2　 GM(2,1)灰色预测模型

灰色预测原理是遵循系统既定发展规律,建
立一般性的灰色微分方程,通过数据拟合的方法

确定方程系数,最终得到完整的灰色模型方程用

于系统长期发展的预测。 灰色模型适用于短序列

的数据拟合,可以通过简单的信息得到长期的动

态特性[13] 。 当目标沉降具有单调递增性、有界性

并呈现 S 形曲线时,可认为符合饱和的 S 形曲线,
宜采用 GM(2,1)预测模型[14] 。

 

1. 3　 快速非支配多目标遗传算法原理

模型融合常见的定权准则是基于预测误差平

方和最小的组合模型权系数确定准则,计算简便,
运用广泛,但其缺点在于当均方根误差最小与其

他条件不能同时满足时,无法得到多种精度要求

下的最优方案。 因此需要使用多目标的优化方法

去确定组合模型最佳的权值分配情况[15] 。
NSGA-Ⅱ算法,即带有精英保留策略的快速非

支配多目标遗传算法,也叫做基于 Pareto 最优解

的非劣分层遗传算法,相比基础 NSGA 算法采用了

更好的记帐策略,减少了算法运行的整体时间[16] 。
算法采用密度估计算子与拥挤度评判每个个体的

非劣级别,从而快速进行非劣排序,保持种群多样

性,使其计算复杂度有所降低。 算法还引入精英

策略用于避免最佳个体的丢失,提高了算法的运

算速度和鲁棒性[17-19] 。

1. 4　 模型评价指标

单一精度标准存在局限性,因此模型精度的

评价项选取平均绝对误差 MAE,平均相对误差

MRE,均方根误差 RMSE 共三个指标进行精度评

价;为体现沉降预测的整体性,加入后验差比值 C,
小误差概率 p 表征单个数据与整体数据的关联度,
灰色模型增加灰色关联度 ε0 用来检验精度,其计

算方法如下:

MAE = 1
m∑

m

i = 1
ŷ( i) - y( i) | (1)

MRE = 1
m∑

m

i = 1

ŷ( i) - y( i)

y( i) | (2)

RMSE = 1
m∑

m

i = 1
(y( i) - ŷ( i) ) 2 (3)

ε( i) = y( i) - ŷ( i) (4)

C =
∑m

i = 1
(ε( i) - ε) 2

∑m

i = 1
(y( i) - 􀭰y) 2

(5)

p = { | ε( i) - ε | < 0. 6745S} (6)

S = 1
m∑m

i = 1
(y( i) - 􀭰y) 2 (7)

ε0 =
1 + ∑

m-1

i =2
y(i) + 0. 5y(m) + ∑

m-1

i =2
ŷ(i) + 0. 5̂y(m)

1 + ∑
m-1

i =2
y(i) + 0. 5y(m) + ∑

m-1

i =2
ŷ(i) + 0. 5̂y(m) +

∑
m-1

i =2
y(i) + 0. 5y(m) - ŷ(i) - 0. 5̂y(m)
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ê
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(8)
式中:式(1)—式(3)可以衡量预测值与真实值之

间的偏差;式(4)—式(8)用于检验灰色模型精度

(表 1)。
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表 1 灰色模型精度评定标准

Tab. 1 Accuracy
 

evaluation
 

standard
 

of
 

GM(2,1)

参数
精度等级

一级 二级 三级 四级

C <0. 35 <0. 45 <0. 50 ≥0. 65
p >0. 95 >0. 80 >0. 70 ≤0. 70
ε0 >0. 9 >0. 8 >0. 7 >0. 6

2　 模型建立

2. 1　 单预测模型建立

LSTM 模型在处理沉降数据时,需要将长期的

沉降数据处理为时间序列作为学习样本,本文取

该时刻前三个时间点沉降值作为特征值,每四个时

间节点的数据作为一组特征值与输出值,以整个数

据源前 70%的沉降值作为训练集,预测后 30%的沉

降数据,并与实测沉降进行比较。 对于灰色模型,采
取同样的划分规则,拟合时只使用训练集部分的数

据。 对于同一组数据,分别建立长短时记忆神经网

络模型与灰色预测模型,对未来一段时间的沉降值

作出预测。 其中,长短时记忆神经网络模型采用

Python 语言,基于 TensorFlow 的 Keras 库中的 LSTM
模块,以及 Scikit-Learn 中的预处理模块进行建模;
灰色预测模型使用 MATLAB 计算。
2. 1. 1　 数据预处理

LSTM 神经网络需要使用时间间隔一致的时

间序列数据,因此需要预先对数据做插值处理。
时间序列中,取最后 30%作为测试集,剩余数据作

为训练集。 对于灰色模型,同样只取上述训练集

数据用于拟合,得到拟合结果后带入计算得到后

续预测值。 在进行训练前,需要先将时间序列数

据进行归一化与正则化处理,消除数据噪声,避免

模型过拟合,同时增加模型的敏感性。
2. 1. 2　 模型验证及参数调优

LSTM 模型中通过定义 time
 

steps 参数对时间

序列进行处理,即使用目标序列之前若干项序列值

作为其特征值。 LSTM 模型总共有 7 个参数,其中输

入特征维数与 time
 

steps 有关,初始 time
 

steps 设置

为 3,即认为某个预测是与之前三个历史数据有关。
输入层数与输出层数均为 1。 激活函数使用 sigmoid
函数。 模型迭代次数为 100 次,隐藏层数为 1,拥有

16 个隐藏节点。 Batch
 

size 设为 1,即随机训练。 设

置损失函数为均方误差即平方损失,对偏离实测值

更多的预测结果做出更严重的惩罚。 通过分析模型

每个运算周期损失的历史数据可以判断模型是否存

在欠拟合或过拟合现象,对相关参数进行修改调整。
灰色预测使用常规方法进行求解。

2. 2　 利用快速非支配多目标遗传算法进行权值

分配

为结合长短时记忆神经网络与灰色模型的优

势,需要构建神经网络与灰色模型的组合模型,并
基于快速非支配遗传算法确定组合模型中各项权

重系数。
使用 1. 3 中遗传算法计算组合模型权值,定义

两个适应度函数分别为:

f1 = 1

∑
m

i = 1
(y( i) - ŷ( i) ) 2

(9)

f2 =
∑m

i = 1
(y( i) - 􀭰y) 2

∑m

i = 1
(ε( i) - ε) 2

(10)

　 　 f1 、f2 分别代表预测前最后一个训练阶段预

测沉降值的均方根误差与后验差比值,优化目标

为得到使组合模型预测值的均方根误差与后验

差比值最小的权值分配方案。 在本算法中,使用

竞标赛法进行种群选择,使用实数编码的交叉操

作模拟二进制种群交叉,使用多项式变异法实现

种群变异。

3　 工程实例

本文使用上述模型对某工程中一堆山下穿隧

道的长期沉降数据进行预测。 该工程规划有围绕山

体的外环、中环、内环 3 条环路。 中环路和内环路穿

越山体部分采用隧道设计。 该人工山需要在地面进

行大量堆土堆石,从而在地面形成极大的大面积堆

载,对其下隧道的长期沉降可能有较大影响。 因此

采用科学的方法预测隧道及周围场地的将来沉降,
对预防重大安全事故发生具有重要的工程意义。

分别在内环隧道、中环隧道、外环路、堆山场

地四处选择四个测点,提取测点连续两年的沉降

监测数据作为模型的训练样本,形成时间序列数

据。 针对这四组时间数据分别建立长短时记忆神

经网络模型、灰色预测模型以及组合模型,对未来

一段时间的沉降值作出预测。

3. 1　 单预测模型预测结果分析

使用两种方法得到预测结果后,使用 1. 4 中的

精度评价准则进行模型效果预测评价,并与传统

静态预测方法进行对比,结果见表 2—表 5。
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表 2 内环测点沉降预测精度评价

Tab. 2 Evaluation
 

of
 

settlement
 

prediction
 

accuracy
 

of
 

inner
 

loop

评价指标 双曲线法 Logistics 模型 Weibull 模型 LSTM GM(2,1)
MAE 2. 992

 

6 5. 187
 

7 4. 538
 

0 1. 162
 

8 1. 119
 

6
MRE 0. 024

 

5 0. 042
 

3 0. 037
 

0 0. 009
 

4 0. 009
 

1
RMSE 3. 079

 

4 5. 214
 

2 4. 562
 

4 1. 338
 

0 1. 293
 

3
C 0. 459

 

5 0. 332
 

6 0. 298
 

6 0. 419
 

0 0. 409
 

8
p 0. 800

 

0 1. 000
 

0 1. 000
 

0 1. 000
 

0 0. 900
 

0
ε0 — — — 0. 995

 

7 0. 994
 

0

表 3 中环测点沉降预测精度评价

Tab. 3 Evaluation
 

of
 

settlement
 

prediction
 

accuracy
 

of
 

middle
 

loop

评价指标 双曲线法 Logistics 模型 Weibull 模型 LSTM GM(2,1)
MAE 7. 450

 

5 11. 657
 

3 2. 044
 

0 2. 338
 

3 1. 821
 

8
MRE 0. 031

 

4 0. 049
 

1 0. 008
 

6 0. 009
 

9 0. 007
 

7
RMSE 7. 683

 

4 11. 713
 

0 2. 698
 

8 2. 699
 

4 2. 396
 

4
C 1. 611

 

8 0. 979
 

8 1. 513
 

0 1. 157
 

9 1. 336
 

7
p 0. 300

 

0 0. 500
 

0 0. 100
 

0 0. 100
 

0 0. 100
 

0
ε0 — — — 0. 995

 

5 0. 995
 

7

表 4 外环测点沉降预测精度评价

Tab. 4 Evaluation
 

of
 

settlement
 

prediction
 

accuracy
 

of
 

outer
 

loop

评价指标 双曲线法 Logistics 模型 Weibull 模型 LSTM GM(2,1)
MAE 3. 414

 

9 2. 328
 

5 2. 410
 

9 1. 117
 

2 2. 073
 

4
MRE 0. 070

 

1 0. 049
 

2 0. 050
 

9 0. 022
 

9 0. 040
 

5
RMSE 6. 119

 

3 3. 363
 

2 3. 432
 

9 1. 516
 

7 2. 450
 

6
C 2. 053

 

7 0. 981
 

5 0. 988
 

4 0. 414
 

9 0. 528
 

3
p 0. 266

 

7 0. 266
 

7 0. 266
 

7 0. 933
 

3 0. 666
 

7
ε0 — — — 0. 994

 

6 0. 988
 

2

表 5 堆山场地测点沉降预测精度评价

Tab. 5 Evaluation
 

of
 

settlement
 

prediction
 

accuracy
 

of
 

mountain

评价指标 双曲线法 Logistics 模型 Weibull 模型 LSTM GM(2,1)
MAE 1. 303

 

7 4. 267
 

1 0. 736
 

5 1. 010
 

2 0. 932
 

4
MRE 0. 009

 

7 0. 031
 

7 0. 005
 

5 0. 007
 

5 0. 006
 

9
RMSE 2. 171

 

4 4. 352
 

2 0. 915
 

7 1. 126
 

7 1. 133
 

1
C 1. 992

 

6 0. 982
 

8 0. 624
 

5 0. 572
 

7 0. 738
 

9
p 0. 360

 

0 0. 320
 

0 0. 440
 

0 0. 920
 

0 0. 640
 

0
ε0 — — — 0. 999

 

4 0. 997
 

4

　 　 两种动态模型预测值与沉降实测值之间的

差距如图 1 所示,并与传统静态模型预测结果进

行对比。
误差方面,两种动态预测方法均表现出较高

的精度,四个测点的 RMSE 保持在 2. 7 以下,明显

小于其他静态算法,但存在较大的 C 值,整体性表

现稍差,在中环 09 测点表现尤为明显。 对走势的

预测方面,在内环 01 测点,LSTM 模型与灰色模型

都呈现出较好的预测效果;在中环 09 测点与场地

01 测点,LSTM 预测结果出现了滞后,导致其误差

较大;灰色模型误差相对较小,但其沉降走势与实

际情况不符;在外环 06 测点,沉降发生了较为剧烈

的波动,可能是测量中复杂因素的影响下导致实

测值噪声较大,因此灰色模型面对短时间内复杂

变化的数据预测效果较差,而 LSTM 模型则比较好

地模拟了沉降的波动情况。
 

两种动态模型较静态预测模型均有更高精

度。 以均方根误差为例,LSTM 模型在四个测点上

的预测精度相比双曲线模型提高了 56. 5%、64. 9%、
75. 2%、48. 1%;相比 logistics 模型分别提高了 74. 3%、
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图 1 各模型沉降预测曲线比较

Fig. 1 Comparison
 

of
 

settlement
 

prediction
 

curves
 

of
 

various
 

models

77. 0%、54. 9%、74. 1%;相比 weibull 模型分别提高

了 70. 7%、0. 02%、55. 8%、23. 0%。 GM(2,1)灰色

模型的在四个测点上的预测精度相比双曲线模型

分别提高了 58. 0%、68. 8%、60. 0%、47. 8%;相比

logistics 模型分别提高了 75. 2%、79. 5%、27. 1%、
74. 0%;相比 weibull 模型分别提高了 71. 6%、
11. 2%、28. 6%、23. 7%。

结果表明,对于复杂的沉降数据,长短时记忆

神经网络模型与灰色模型两种动态预测模型在精

度与稳定方面均优于传统静态预测模型,具有较

好的预测效果。 但两种动态模型在面对不同测点

数据时则各有优劣。 灰色模型整体性更强,拟合

图线规律明显,在面对趋势较为单一的数据时表

现更好;而对于波动明显、走势更多变的数据,
LSTM 模型表现更优。

3. 2　 组合模型预测结果分析

对组合模型进行参数调优,最终将种群数量

设为 300,进化代数设为 100 代,交叉概率设为

0. 9,变异概率设为 0. 5,模拟二进制交叉参数设为

2,变异参数设为 5,竞标赛算法中候选者数量设为

2。 将预测沉降分为两组,一组用于权重计算,另

一组用于预测。
通过 2. 2 中遗传算法的计算,得到四组数据的

权重系数如表 6 所示:

表 6 各监测点数据组合模型权重值

Tab. 6 Weight
 

of
 

combination
 

model

权重值 内环 01 中环 09 外环 06 场地 01
w1 0. 385

 

9 0. 405
 

9 0. 671
 

9 0. 534
 

9
w2 0. 614

 

1 0. 594
 

1 0. 328
 

1 0. 465
 

1
 

　 　 注:w1 代表长短时记忆神经网络模型,w2 代表灰色模

型的权重值。

　 　 w1,w2 进行加权后可计算出组合模型的预测

值。 使用组合模型在四个测点进行预测,结果大

部分数据点的误差小于 3%,部分数据点误差小于

1%,可见组合模型在面对不同形式的沉降时均能

发挥较好的预测效果,具有较高的预测精度。
对比单一模型预测结果,组合模型在保证精

度的同时,能较好模拟沉降走势。 图 2 为组合模型

与两种独立模型预测效果的对比。
图 7 对比了组合模型与单一模型的预测精度

在内环 01 测点,与 LSTM 模型与灰色模型相比,组
合模型达到了更高的精度,在走势上与单预测模
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型保持一致。 在中环 09 测点与场地 01 测点,组合

模型在保持预测精度的情况下,较好地模拟了沉

降的发展趋势,相比于灰色预测模型更加贴近实

测值;在外环 06 测点,面对较大噪声的数据,组合

模型表现不如单独的 LSTM 模型。

表 7 组合模型各测点沉降预测精度

Tab. 7 Settlement
 

prediction
 

accuracy
 

of
 

combined
 

model

测点 评价项 LSTM GM(2,1) 组合模型

内环 01
RMSE 1. 338

 

0 1. 293
 

3 1. 302
 

6
C 0. 419

 

0 0. 409
 

8 0. 403
 

2

中环 09
RMSE 2. 699

 

4 2. 396
 

4 2. 095
 

7
C 1. 157

 

9 1. 336
 

7 1. 795
 

7

外环 06
RMSE 1. 516

 

7 2. 450
 

6 1. 344
 

3
C 0. 414

 

9 0. 528
 

3 0. 535
 

9

场地 01
RMSE 1. 126

 

7 1. 133
 

1 1. 108
 

3
C 0. 572

 

7 0. 738
 

9 1. 244
 

3

4　 结论

本文依据某隧道工程的沉降监测数据,以长

短时记忆神经网络为主,辅以灰色模型对其沉降

发展进行了预测,并基于快速非支配多目标优化

遗传算法搭建了两者的组合模型,取得了较好的

预测效果,得到以下结论:
1)长短时记忆神经网络模型在进行沉降预测

时,可保证较高的预测精度,较好地模拟沉降发展趋

势。 相比于静态沉降预测模型,LSTM 预测精度可

提高 20% ~ 70%不等;面对长周期的预测时,
 

LSTM
以节点前最近序列为特征值进行训练,对沉降细微

变化较为敏感,同时由于该算法较好地解决了梯度

消失与爆炸问题,能够在长期内保持较好的鲁棒性。
灰色模型能得到同样预测精度,优势在于能够依据

少量数据提炼整体走势,但其对信息的利用率较低,
在预测波动数据时表现比 LSTM 稍差。

2)使用快速非支配多目标优化遗传算法进行

组合模型的权值分配可以较快地得到两种精度标准

下的最优定权方案,结合两种模型的优势,得到较精

确的预测效果。 面对平缓沉降数据,组合模型能够

很好地贴近实测值,并保证比单一模型更高的精度。
但面对噪声较大数据时,组合模型破坏了同种预测

方法中数据的一致性,导致其预测结果的后验差比

值远大于独立模型,整体性表现较差。

图 2 组合模型与单一模型沉降预测曲线比较

Fig. 2 Comparison
 

of
 

settlement
 

prediction
 

curves
 

between
 

combined
 

model
 

and
 

single
 

model
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