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图 4 原始图像

Fig. 4 The
 

raw
 

image

签的裂缝子图像,因此,采用水平翻转,垂直翻转,
逆时针旋转 90°、180°和 270°等 5 种增强算法对裂

缝子图像进行扩充,将每幅子图像扩充为 5 幅图

像。 经处理后,最终获得 7
 

331 幅背景图像数据

集、4
 

650 幅手写体图像数据集和 2
 

406 幅裂缝图

像数据集,扩充后的 3 类子图像如图 5 所示。 将所

有图像按 8 ∶ 2 的比例分为训练集和测试集,同时

在训练集中按 7 ∶ 3 的比例分为训练集和验证集。
训练集、验证集、测试集图像数量如表 2 所示。

图 5 子图像

Fig. 5 The
 

sub
 

image

表 2 各图像集的数量 (单位:幅)
Tab. 2 Number

 

of
 

each
 

dataset(unit:
 

piece)
数据集 训练集 验证集 测试集 总和

背景 4
 

105 1
 

760 1
 

466 7
 

331
裂缝 1

 

347 577 482 2
 

406
手写体 2

 

604 1
 

116 930 4
 

650

2. 2　 网络训练

　 　 为评估基于多尺度 Inception 模块和残差模块

构成的 IRnet 对钢梁裂缝识别的性能,本研究在经

数据增强处理的数据集上进行试验,并与以下 4 种

基于 CNN 的模型进行对比:第 1 种是只含有 In-
ception 模块的网络(Inet),第 2 种是只含有残差模

块网络( Rnet),第 3 种是微调的 AlexNet[20] ,第 4
种是微调的 VGG16[21] 。 网络训练学习率采用学

习率衰减策略,初始学习率为 0. 001,每经过 1 轮

训练,学习率减少 20%。 训练时批尺寸为 64,轮数

为 20,模型优化器选择 Adam 优化。 在对改进的

AlexNet 与 VGG16 网络进行训练时,由于参数量较

大,将训练批尺寸和初始学习率进行微调。 试验

的硬件配置为 Intel ( R)
 

Core ( TM)
 

i7-12700 H
 

CPU,16. 0
 

GB 内存, NVIDIA
 

GeForce
 

RTX
 

3060,
Windows

 

11 操作系统。
为更客观地评估裂缝的识别效果,引入准确

率(Accuracy)、精确率(Precision)、召回率(Recall)
和 F1 分数作为评估指标。 4 个指标的精度范围均

为 0 ~ 1,越接近 1 说明效果越好,其计算公式如下:

Accuracy = TP + TN
TP + TN + FP + FN

,Precision = TP
TP + FP

Recall = TP
TP + FN

,F1 = 2 × Precision × Recall
Precision + Recall

(7)
式中,Accuracy 表示正确预测的样本占总样本的比

例,%;Precision 表示所有预测为裂缝的样本其真

实也为裂缝的比例,%;Recall 表示所有真实裂缝样

本的比例,%;F1 为 Precision 和 Recall 的加权平均

值,%;TP 为实际和预测均为裂缝的样本数量,幅;
TN 为实际和预测均为非裂缝的样本数量,幅;FN 表

示实际为裂缝,预测为非裂缝的样本数量,幅;FP 表

示实际为非裂缝,预测为裂缝的样本数量,幅。

2. 3　 训练结果

　 　 IRnet 与其他 4 种网络模型的训练结果如图 6
所示,从图 6(a)可以看出,各个模型的准确率在训

练过程中总体呈现稳步上升趋势,在第 5 轮训练后

基本上趋于稳定,准确率达到 90%以上;由 11 ~ 16
轮训练过程可以看出,IRnet 的准确率最高,Inet 其
次,VGG16 的准确率出现波动,AlexNet 准确率最低,
表明 IRnet 在训练集中具有良好的性能。 由图 6(b)
可知,各个模型的损失值在训练过程中总体呈现下

降趋势,其中 AlexNet 损失值最高;由 11~16 轮的训

练过程可以看出,IRnet 的损失值低于 Inet 和 Rnet,
各模型的损失值最终趋于收敛,IRnet 的损失值最

小,约为 0. 005。
5 种模型在测试集上的评估指标如表 3 所示。

结果显示,IRnet、Inet、Rnet 的总体准确率相差不

大,但在裂缝的识别准确率上, IRnet 最高, 为

98. 8%,其 F1 分数相较于 Inet、 Rnet 分别提升

0. 7%和 0. 8%,并且 IRnet 的 4 种评估指标均优于

传统的 AlexNet、VGG16 模型,表明 IRnet 具有良好

的裂缝识别性能。
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图 6 训练结果曲线

Fig. 6 Curves
 

of
 

training
 

results

表 3 评估指标对比

Tab. 3 Comparison
 

of
 

the
 

evaluation
 

indicators
模型 准确率 / % 精确率 / % 召回率 / % F1 分数 / %
IRnet 99. 2 98. 8 98. 6 98. 7
Inet 98. 9 97. 7 98. 3 98. 0
Rnet 98. 9 98. 8 97. 1 97. 9

AlexNet 93. 7 75. 9 87. 8 81. 4
VGG16 94. 0 76. 3 82. 2 81. 4

2. 4　 可视化分析

　 　 本文采用 Grad-CAM[22] 捕捉裂缝在 IRnet 中

的梯度,生成一个粗略的定位图,突出显示图像中

裂缝的关键区域。 可视化 IRnet 的卷积模块的部

分输出结果如图 7 所示,红色边框内为经过 Grad-
CAM 分析的裂缝图像。 可以看出,在较浅的卷积

模块(Conv、Conv4-2)中,由于感受野较小,只关注

局部特征,定位能力有限,提取的特征为裂缝的边

缘、纹理等低级信息。 而卷积模块 Conv7-2 提取的

特征为裂缝的具体形状等信息,Conv12-2 有更大

的感受野,所提取的特征更多、更抽象。 由此可以

得出,随着网络层数的加深,卷积模块提取的特征

越来越抽象。

2. 5　 损伤定位

　 　 在得到经过训练的网络模型后,选取未经训

练的整幅图像进行裂缝损伤区域定位。 对整幅图

像同样采用 224×224 的滑动窗口进行裁剪,将裁

剪后的子图像输入网络模型,若预测结果为裂缝

图像则保留,若预测结果为背景或者手写体图像

则将其调暗,错误的预测用红色边框来显示。 最

后将经过 IRnet 预测的子图像进行拼接,得到裂缝

损伤定位图。 不同网络模型的裂缝损伤定位图如

图 8 所示,可以看出,含有多尺度卷积模块的 IRnet
裂缝损伤定位精度更高,错误率更小。 但是也有

检测错误的图像,如图 8 错例所示,第 1 幅图像中

手写体占比较大,而裂缝只出现在图像右下角边

缘,网络预测结果为手写体;第 2 幅图像中裂缝出

现在上部边缘,网络预测结果为背景。
为了进一步评估 IRnet 在手写体干扰因素下

的准确性,选取同时包含裂缝和手写体的图像进

行 Grad-CAM 可视化分析。 从图 8 可以看出,IRnet
在提取裂缝特征时准确地找到了裂缝的位置,并
展示了裂缝的形状和大小,而 VGG16 关注的特征

则是手写体,并未定位到裂缝的位置。

图 7 可视化特征图

Fig. 7 Visualization
 

of
 

feature
 

map
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图 8 裂缝损伤定位流程及可视化

Fig. 8 Crack
 

damage
 

location
 

process
 

and
 

visualization

3　 裂缝图像分割

3. 1　 数据集标定

　 　 图像分割的评价指标选用 IoU,其计算见式

(8),含义为二值图像、真实标注的交集除以二值

图像、真实标注的并集。
IoU = (A ∩ B) / (A ∪ B) (8)

式中,A、B 分别为二值图像、真实标注。
针对 IRnet 分类的测试集裂缝图像,本文选取

不同类型的裂缝并利用标注软件 Labelme 进行标

注,标注效果如图 9 所示。

图 9 裂缝图像标注示意图

Fig. 9 Schematic
 

diagram
 

of
 

the
 

crack
 

image
 

annotation

3. 2　 裂缝分割

　 　 本次研究选取的测试集裂缝图像存在以下

问题:在二值化图像过程中,裂缝背景的噪声会

导致二值图像出现多余的零星散点;裂缝呈细长

状,在图像处理过程中极易发生像素点的缺失,
进而导致裂缝图像断裂。 针对第 1 个问题,本文

对比了 3 种常用的图像平滑去噪的方法,即均值

滤波、高斯滤波和中值滤波,根据对比结果,选
用滤波器尺寸为 5×5 的中值滤波对裂缝图像进

行预处理。 此外,引入基于连通区域的图像特

征分析算法,通过计算连通区域的面积,删除二

值图像中的零星散点。 针对第 2 个问题,使用

基于最大类间方差法的 OTSU 阈值分割,叠加预

处理,采用形态学处理方法强化裂缝特征,减少

裂缝的断裂现象。 整体处理流程及识别效果如

表 4 所示。
在对子图像进行准确分类后,采用图像处

理的方法提取裂缝掩膜。 将所有子图像转换

为一个通道的灰度图像,如果子图像被分类为

裂缝,则按照表 4 的分割流程将子图像的裂缝

与背景分离,否则,将整幅图像的灰度值设置

为 0 。 将所有子图像的结果进行拼接, 得到

整体的裂缝掩膜, 裂缝掩膜的提取结果见图

10 。 可以看出, 在 复 杂 背 景 的 干 扰 下, 本 文

提出的两阶段检测方法优于传统的图像分割

方法。
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表 4 裂缝各典型图像处理流程及识别效果

Tab. 4 Typical
 

image
 

processing
 

process
 

and
 

identification
 

effect
 

of
 

cracks
原图 灰度图 中值滤波 阈值分割 闭合 小连通区域去噪 叠加原图 IoU

0. 733

0. 735

0. 73

0. 819

0. 716

图 10 裂缝掩膜的提取

Fig. 10 Extraction
 

of
 

the
 

crack
 

mask

4　 结论

　 　 本文提出一种基于多尺度模块和残差模块的

网络架构,对具有复杂背景的钢梁裂缝进行识别,
针对数据不足的问题,采用滑动窗口和数据增强

来扩充数据集,训练结果表明:
1)与传统的 AlexNet、VGG16 网络模型相比,

IRnet 模型收敛速度更快,训练过程更加平稳。 此

外,使用多尺度模块与残差模块融合对裂缝的识

别准确率达到 98. 8%,高于其他网络模型。
2)对提取的裂缝图像进行阈值分割,使用 OTSU

法和中值滤波平滑裂缝图像,结合形态学处理和

小连通区域去噪实现了较好的裂缝提取。
3)改变传统的阈值分割方法,利用 CNN+图像

处理的两阶段检测方法,可以在复杂背景下较好

地提取裂缝掩膜,从而使其更容易测量裂缝。
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